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Resumen: La bisqueda semdantica es un tipo de bisqueda de nueva generacion que utiliza inteligencia artificial (IA) para
obtener resultados de mayor relevancia para el usuario. Este articulo muestras las caracteristicas relevantes del disefio
y desarrollo de una solucién que utiliza herramientas de lenguaje natural para la bisqueda semdntica en repositorios
académicos, se utilizé el framework de Haystack para elaborar el buscador. El caso de uso se centra en el desarrollo de
un buscador semdntico para los Trabajos Especiales de Grado (TEG) del repositorio institucional Saber UCYV, se utilizé
la metodologia de garaje de IBM, mds concretamente el ciclo de vida modelOps para el desarrollo, prueba de modelos
y aplicacién web. Se evaluaron 8211 TEG, clasificindolos por carrera y tutor usando los algoritmos de las librerias de
spaCy y Flair, obteniendo precisiones mayores de 90 %, logrando también un buscador seméntico con alta exhaustividad.
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1. INTRODUCCION

Los motores de busqueda son definidos como un sistema
informatico que busca archivos almacenados en servidores
web, varios de estos sistemas pueden ser buscadores de
paginas web, como es el caso mds conocido de Google [1].
Estos sistemas también pueden ser usados para encontrar
archivos académicos dado un repositorio que tenga estos
datos.

La busqueda en repositorios académicos no es algo nuevo,
pero no es algo trivial tampoco. Los articulos cientificos
pueden perderse muy facilmente en motores de biisqueda
web y requieren de motores especializados como son el caso
de Google Scholar o arxiv.org, también sefiala la importancia
de la web semdntica y como los motores de buisqueda de
articulos cientificos parecieran distanciarse de esta nueva
tecnologia web [2].

Sin embargo, recientemente con la llegada de modelos de
lenguaje como BERT (Bidirectional Encoder Representa-
tions from Transformers) demostraron que la semdntica se
pueda utilizar de otra forma. La busqueda institucional, asi
como la biisqueda empresarial estdn bastante relacionadas en
el sentido de que es dificil encontrar informacién relevante
en sus repositorios, con BERT se propone que es posible ir
mads alld que de la bisqueda de solo palabras clave [3].

White, realiz6 una investigacién a 20 empresas y todos
los ejecutivos le hablaban de como deseaban tener un
sistema mejor de bisqueda empresarial que fuera parecido
a Google. El problema fundamental que encontré es que las
organizaciones no ven a la informacién como un activo y no
tienen idea de la cantidad de informacién que tienen [4].

Varias empresas especializadas en bisqueda empresarial han
desaparecido o se han fusionado con otras empresas debido
al alza de software libre que ha hecho posible que tecnologias
que antes no existian, existan ahora [4][5].

Borges et al. [6] propusieron crear un sistema de NLS
(Natural Language Search) que utilizando lenguaje natural
se podian hacer consultas sobre bases de datos de clientes en
un sistema de CRM (Customer Relationship Management),
con este trabajo demostraron que era posible satisfacer mejor
al cliente utilizando lenguaje natural . Su trabajo estaba
inspirado en la investigacién de [7] para realizar consultas
SQL utilizando lenguaje natural y de [8] en Lenguajes
Naturales Simplificados. El trabajo de Borges es un caso
de uso sofisticado de implementaciéon multiple de lenguaje
natural y palabras clave para la busqueda de documentos.

La bidsqueda semantica es una busqueda que utiliza
inteligencia artificial que no se basa en coincidencias de
cadenas de caracteres exactas o variante de estas, sino en
la intencién de la consulta y la similaridad que tiene estas
con un fragmento de texto. Al hacer esto se logra encontrar
informacién que es mas relevante mucho mads rapido y con
mayor precision que si se utilizaran métodos tradicionales
estadisticos [9].

Los TEG del repositorio académico saber.ucv no se
encuentran clasificados por carrera, facultad, ni por tutor,
realizar consultas dentro de este repositorio puede ser
frustrante. En el desarrollo de esta solucién se implement6
un sistema que fue capaz de clasificar los TEG por carrera y
por tutor. Después de ser clasificados los TEG de pregrado
se utilizé el framework de Haystack para desarrollar un
buscador semdntico y se desarrollé una interfaz web para
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acceder a este buscador.

2. METODOLOGIA

Para el desarrollo de esta solucion se utilizé una adaptacion
del método de garage de IBM [10], el método de garage
de IBM es una metodologia tnica desarrollada por IBM,
que incorpora conceptos agiles como construir un producto
minimo viable. Mds concretamente se implement6 el ciclo
de vida ModelOps un diagrama de este se encuentra Figura
1[11].
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Figura 1: Ciclo de Vida ModelOps

2.1. Clasificacion de los TEG

En los primeros pasos de este ciclo de vida se establece la
creacién de una solucién que sea capaz de clasificar TEG
del repositorio académico saber.ucv por carrera y por tutor.
Para saber que también se han clasificado los TEG se utiliza
la ecuacién (1) para muestras infinitas y ecuacién (2) para
muestras finitas, donde Z es el Z-score, € es el margen de
error, p es la proporcién de la poblacién y IV es la cantidad
de muestras [12].
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Los datos de los TEG: afio, autor, titulo, peso, URL y URI,
eran suministrados directamente de la pagina de saber.ucv.
Estos fueron obtenidos usando la libreria de Python para
webscraping BeautifulSoup y de solicitudes HTTP Request.
Luego de ser descargados estos datos se guardaron en
una tabla usando como total 8211 TEG. Los TEG fueron
descargados usando el URL donde estaba contenido el pdf,
el peso total de todos los TEG era de 44.79 GB, se realizaron
procesos de validacién para comprobar que los TEG se
habfan descargado, luego se realiz6 un proceso en determinar
silos TEG eran archivos escaneados o texto, se siguieron los
siguientes criterios:

La primera hoja es imagen o no.

La segunda hoja es imagen o no.

La hoja del medio mds uno es imagen o no.

La hoja del final -20 es imagen o no (esto es por la
bibliografia).

e Una hoja aleatoria que no sea la primera ni la segunda
es imagen o no.

Si el archivo pdf cumple con 4 de las 5 condiciones se
considera que es imagen, de lo contrario el archivo es
clasificado como texto.

Con los TEG clasificados por texto se procede a clasificarlos
por escuela, para esto se tenfa una lista de todas las escuelas
de la Universidad Central de Venezuela, consistente de 11
facultades y 43 escuelas. Normalmente el nombre de la
escuela a la cual pertenece un TEG se encuentra en la
portada, utilizando la libreria de Python para NLP spaCy,
donde si una oracién de los primeros o dltimos caracteres
de un TEG coincidia con alguna de las escuelas en primera
instancia, entonces el TEG estaria clasificado por esa escuela
y facultad de la lista.

Para la clasificacién como tutor se utiliz6 la libreria de
Python para NLP Flair que utiliza el modelo de FLERT
(Document-Level Features for Named Entity Recognition).
Este modelo de lenguaje tiene un peso de 2 GB y una medida
F1 de 94,36 (en el set de datos CoNLL-03) [13]. Se utilizé
para extraer entidades, mas concretamente nombres propios.
Para identificar a un tutor en un TEG se siguieron estos
pasos:

1. Seextraen los nombres de las primeras y dltimas paginas
de un TEG, para crear una lista de nombres candidatos
ordenados por la forma en que aparecen.

2. Estos nombres candidatos luego son filtrados, si son el
nombre del autor entonces no es el tutor.

3. Si es un nombre que estd contenido en el titulo del TEG
(ejm: Estudio en el Hospital “Jose Maria Vargas”) es
descartado este nombre de la lista.

4. Si aparece la palabra tutor en cercania a el nombre
entonces era tomado como relevante para ser el tutor.

5. El nombre que estuviera al tope de esta lista era
clasificado como tutor de ese TEG.

2.2. Bisqueda Semdntica

Para realizar un buscador semadntico se hizo uso del
framework de Haystack [14], este framework permite la
creacion de sistemas de bisqueda que implementan lenguaje
natural de principio a fin. Este framework se basa en
responder preguntas de forma extractiva, donde se tienen
3 partes Figura 2 [14]: El almacén de documentos donde
se encuentran los TEG, el recuperador y el lector. En el
desarrollo de la solucién se omiti6 el lector ya que para hacer
busqueda semadntica sélo se necesita el recuperador y si se
quiere responder preguntas se utiliza el recuperador y luego
el lector.
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Figura 2: Framework de Haystack

Preparar la data es un paso fundamental para desarrollar una
aplicacién de inteligencia artificial. En este caso el modelo
de lenguaje es BETO (variacién en espafiol de BERT) y
serd llamado IIC (Instituto de Ingenieria del Conocimiento
una organizacién de desarrollo de software de Espafia) [15].
Este modelo fue pre entrenado utilizando la técnica de
DPR (Dense Passage Retrieval) que consiste en utilizar dos
modelo de lenguaje en el recuperador de pasajes, basado en
el codificador de la pregunta y codificador del pasaje que
luego utilizan una medida de similitud para dar el pasaje
mejor ranqueado que responda a una pregunta en lenguaje
natural [16].

Estos modelos de lenguaje necesitan pasajes que consistan
de pocas palabras, por lo tanto para entrenar este modelo
utilizando aprendizaje por transferencia se etiquetaron 151
pares de pasajes y preguntas de TEG de computacion
con pasajes consistentes de 200 palabras, Con 101 pares
para entrenamiento, 25 pares de evaluacién y 25 pares de
prueba. Luego se entrenaron 10 modelos con hiperparametros
diferentes, la forma de evaluarlos es a través de la precision:
en este contexto la precisiéon se refiere a si el primer
documentos es el correcto de los recuperados (el que responde
la pregunta), la exhaustividad: se refiere a que de un set
de elementos recuperados el documento que responde a la
pregunta estd en ese set, y por ultimo la medida F1: una
relacién armoénica entre precision y exhaustividad.

Se escogi6 el modelo con las mejores métricas y este luego
fue usado en el framework de Haystack para subir los pasajes
de los TEG en ElasticSearch. El proceso de subida de pasajes
de archivos es intensivo en tiempo para este ejemplo subir
90 TEG tom¢ aproximadamente 3 horas con GPU 3070ti y
CPU i7- 12700K y 48GB de memoria.

Se desarroll6 una aplicacién web para mostrar los resultados
de las consultas, Haystack posee un filtro por metadata y con
esto se permite filtrar los TEG en las consultas por carrera,
tutor, autor y fecha de publicacién.

2.3. Arquitectura

Utilizando la libreria Request de Python a través de una
peticion HTTP se puede obtener el cédigo HTML de
saber.ucv, que luego pasa por un proceso de webscrapping
donde se obtienen los datos de titulo, URI de TEG y URL
del pdf.

Se realiza el proceso de validacién de existencia, por imagen,
texto utilizando apache Tika, y luego la clasificacion de
los TEG utilizando spaCy y Flair. Se obtienen los modelos
de lenguaje a través del portal Huggingface, los TEG son
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Figura 3: Arquitectura de la Solucién

subidos a ElasticSearch utilizando el framework de Haystack.
Para acceder a estos TEG se utiliza una interfaz web y como
servidor se utiliza la libreria de Python FastAPI. La Figura 3
contiene un diagrama de la arquitectura.

3. RESULTADOS

Utilizando las férmulas de (1) y (2) evaluando manualmente
365 TEG, se obtuvo el resultado de que este algoritmo de
clasificacion por carrera tiene 100 % de precision, con 95 %
de confianza y 5 % de margen de error dado un muestreo
aleatorio. El nimero N de muestras es 7103 como se muestra
en la Figura 5. En la Figura 4 se muestra la cantidad de TEG
por escuela de la Facultad de Ciencias, siendo la Escuela de
Quimica la que posee la mayor cantidad de TEG con 628,
seguida por la Escuela de Computacién con 537.
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Figura 4: Cantidad de TEG en la Facultad de Ciencias

Utilizando las férmulas de (1) y (2) y evaluando manualmente
365 TEG, se obtuvo el resultado de que este algoritmo de
clasificacién por tutor tiene 90,68 % de precision, con 95 %
de confianza y 5 % de margen de error dado un muestreo
aleatorio. El nimero /N de muestras es 7078 como se describe
en la Figura 5.
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Figura 5: Reduccién de TEG

En la Figura 5 se muestra cémo a medida que se realizan los
diferentes pasos de preprocesamiento se reduce la cantidad
de TEG clasificados. El niimero arriba de las estrellas es
el nimero de reduccién con respecto al paso anterior y el
ndmero de abajo representa la cantidad total de TEG en ese
paso. El primer paso fueron los TEG totales a los descargados,
el segundo paso es de los TEG descargados los TEG que no
tienen errores para abrir, el tercer paso los TEG con texto, el
cuarto paso los TEG con escuela, y el tltimo paso los TEG
con tutor, el total son 6 dataframes diferentes. Esto indica
una reduccion de 1133 TEG (13.79 %) del primero al tltimo
paso.

El mejor modelo entrenado con aprendizaje por transferencia
arroj6 los mismos resultados que el modelo base de IIC, con
0.517 de precision media promedio en el set de prueba y
0.539 en el set de evaluacidn; con 0.84 de exhaustividad en
el set de prueba y 0.833 en el set de evaluaciéon. Comparando
con el modelo estadistico BM25 [17] de ElasticSearch que
tuvo los resultados de 0.469, 0.537, de precision media
promedio en el set de prueba y evaluacién respectivamente; y
0.68, 0.75 de exhaustividad en el set de prueba y evaluacién
respectivamente. Esta comparacion se puede observar en la
Figura 6, estos resultados nos muestran que es mejor utilizar
un modelo que utilice DPR que un modelo estadistico.
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Figura 6: Comparacion entre BM25 y IIC

4. CONCLUSION

El uso de la metodologia de garage de IBM y el ciclo
de vida de ModelOps fue una innovacién tnica de este

trabajo en Venezuela y su uso aplicativo en repositorios
académicos. Se comprobé que al utilizar modelos de lenguaje
se pueden obtener mejores resultados que utilizando métodos
estadisticos, se cre6 una solucién que tiene un filtro por
carrera, tutor, autor y fecha que puede ser aplicado al
repositorio académico saberucv y de esta forma tener
un buscador mas preciso y exhaustivo. Se debe tener en
consideracién el tiempo de subida de archivos en un almacén
de datos ya que puede tomar mucho tiempo.
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