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Resumen—LEste trabajo busca construir modelos predictivos
para la estimacion de volimenes de oferta y demanda de
productos, usando modelos de Series Temporales y Algoritmo de
K-Vecinos mas Cercanos (KNN). Los modelos preseleccionados
por sus atributos estadisticos, son clasificados usando KNN
para determinar su calidad en “Excelentes”, “Buenos” y
“Malos”. Cuando la clasificacion es dicotomica, obtenemos un
67,75% de acierto para modelos “Buenos” y un 57,67% de
acierto para modelos “Malos”. Dentro del grupo de los tres
modelos mejor clasificados, que se le presentan al decisor, el
porcentaje de acierto llega al 75%. Para una de las sefales
estudiadas, en los 22 periodos observados se encontré un
modelo “Excelente”, de los cuales 19 (86,36%) de ellos tuvieron
ese mismo resultado y 3 tuvieron un resultado dentro del rango
“Bueno”.

Palabras Clave—Modelos Predictivos, Series de Tiempo,
Mineria de Datos, Aprendizaje de Maquina, k-vecinos mds
Cercano, Modelos de Oferta y Demanda, Estimacion,
Prondsticos.

I. INTRODUCCION

Los modelos de oferta y demanda de productos buscan
describir el comportamiento de la produccion y el consumo
de bienes, principalmente para buscar el equilibrio del
mercado y la estabilizacion del precio del producto. Marcelo
Resico [1], indica que “la actividad humana en relaciéon con
los medios se torna economica en cuanto estos medios
son escasos. Y, evidentemente, si los medios que necesitamos
fueran ilimitados no habria necesidad de administrarlos de
manera econémica o economizarlos”.

Mas adelante, define el consumo como “la actividad
humana dirigida a satisfacer las necesidades y deseos de las
personas” y la produccion como la actividad de donde
derivan los bienes y servicios. Igualmente, menciona que “la
distribucion no sélo depende de factores evaluados por el
propio sistema econémico, sino también de la equidad y
justicia social, que abarca los resultados del mercado como
un elemento de la ética social” [1].

Cuando la demanda aumenta y la oferta permanece
constante o disminuye, habrd escasez y esto forzard un
aumento del precio del producto. Contrariamente, si la oferta
aumenta y la demanda permanece constante o disminuye,
habra superavit del producto y el precio tendera a bajar

(Figura 1). Si bien, el precio es un elemento de gran
relevancia tanto para productores como consumidores,
grandes desequilibrios de estos factores traen inconvenientes
adicionales a considerar, como por ejemplo, sobrepasar la
capacidad de almacenamiento, transporte o distribucion,
produccion diferida, pérdida de empleos, cambios en la
matriz de importacién/exportacion, entre otras.

Oferta Demanda
Zona de Zona de Zona de
Superavit Escasez

Equilibrio

Cantidad de Productos

Tiempo
Figura 1. Relacion entre Oferta y Demanda

Por tanto, mantener un balance de la oferta y la demanda
de un producto y pronosticar el comportamiento del sistema
es una habilidad muy deseada por economistas, gerentes de
operaciones, administradores, inversionistas y gobierno,
llegando a nivel de asunto de Estado en los sectores mas
influyentes de la economia y la industria de un pais.

Nuestro trabajo se basa en construir modelos predictivos
para la estimacion de oferta y demanda de productos o
bienes, privilegiando los voliimenes en lugar de los precios,
como apoyo a la planificacion logistica y operacional, sin
embargo, puede servir como insumo para establecer modelos
econométricos a partir de los volimenes estimados o
incorporarse en un modelo integral. Dentro de los mercados
de bienes, en una visidbn microecondémica [1], podemos
aplicar estos modelos a bienes de consumo final e
intermedios o insumos, tales como madera, piezas,
electricidad o combustible [1].

En la siguiente seccion describiremos el sistema a
modelar y como se calcula su balance. Posteriormente,
planteamos la arquitectura de solucion, seguido de algunos
detalles de implantacion con respecto a los ETLs (programas
de extraccion, transformacion y carga de datos) y la Base de
Datos. En la Seccion VI hablaremos de los aspectos
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relacionados con la Mineria de Datos, cuyos resultados
estaran planteados en la Seccion VII. El documento finaliza
con las secciones de conclusiones, recomendaciones y
referencias.

II. DESCRIPCION DEL SISTEMA Y SU BALANCE

En un sistema de oferta y demanda, tendremos por un
lado a productores, que aportan un producto de determinado
tipo (camisas, alimentos, liquidos, gas, etc.), que se puede
cuantificar en alguna unidad de medida (unidades, docenas,
toneladas, litros, pies cubicos, etc), y por el otro lado,
tendremos clientes o usuarios que los consumen (consumo
expresado en las mismas unidades de la oferta). Entre estos
dos grupos existe una red de distribucion o mercado que los
interconecta (Figura 2).
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Figura 2. Sistema de Oferta y Demanda
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Esta red puede verse a distintos niveles de detalle y los
productores/consumidores pueden asociarse por distintos
criterios, como geograficos (region, provincia, municipio),
sector econdmico, industrial o comercial, tipo de
organizacion u otros, pudiendo crear subsistemas separados
fisica o logicamente y puntos de transferencia o contacto
entre subsistemas, por donde pasan productos de una subred
a la otra.

Balance de Producto A (kgs)

Fecha 31/05/2018 6:00 am B ver decimales PDE

Recibido Entregado Balance

Total Nacién 213583 2.077,04 58,79 «

Balance Regiones

Recibido Entregado Balance

Total Oriente 1.686,35 161520 71,154

Total Occidente 500,48 512,83 1236~

Transferencias

Occidente a Oriente  Oriente a Occidente Total

Transferencias 0,00 51,00 51,00

Figura 3. Balance Global y Regional

A nivel general y por subsistema se calcula un balance
diario (Figura 3), el cual puede quedar en déficit, superavit o
estable (oferta igual a demanda). El superavit se almacena o
“empaca”, por lo que la capacidad almacenada puede

compensar el déficit por un tiempo determinado. Cada valor
diario, puede estar en alza, baja o estable, en comparacion
con el dia anterior y con estos indicadores se realiza el
primer analisis del balance en este sistema.

Por cada subsistema, por los que se puedan agrupar a los
usuarios o clientes y los proveedores, se puede calcular un
balance entre oferta y demanda (Figura 4), pero se debe tener
un especial cuidado al tratar las transferencias entre
subsistemas. Una transferencia, sera un consumidor o cliente
en el subsistema de salida y un productor en el subsistema de
entrada, pero estas entradas y salidas no aportan al total
nacion o global, ya que simplemente se mueven dentro del
sistema global.

RECIBIDO ENTREGADO

Oriente

Oriente

Productores (Kgr) Consumidores (Kgr)

Productor 1 33247 Consumidor 1 888.96

Productor 2 1.03591 Consumidor 2 328553

Productor 3 130.66 Consumidor 3 164.90

Productor 4 124 Consumidor 4 155,30

Productor 5 159.56 Transferencia | Oriente a Occidente 51,00

Transferencia |Occidente a Oriente 0,00

Total Recibido Oriente 165984

Figura 4. Detalle de Entregado y Recibido por Region

El Total Recibido Global (TRG) es la suma de lo aportado
por cada productor, pero cuando se trata de un subsistema, a
la suma de los productores asociados al mismo, se debe
agregar las transferencias que provengan de otros sistemas.
De forma andloga se calcula el Total Entregado Global
(TEG), como la suma de lo consumido por cada cliente.
Cuando el célculo de los totales globales (TRG o TEG), se
realiza a partir de los regionales o subsistemas (TRR y TER),
se deben restar las transferencias, las cuales son puntos
donde pasan mercancias de un subsistema a otro,
extrayendo/aportando al subsistema pero no al calculo global.
El Balance Global (BG) es lo recibido por la red menos lo
entregado.

Total Entregado Oriente 1.588,69

TRG= Zp, Z TRR, Z Trans,

i=1 j=1

N, N, N,
TEG=)"c,=) TER,— ) Trans,

i=1 j=1 k=1

N,
BG=TRG—TEG= TRR,— TER,

i=1

Donde :

N ,:Niimero de productores

N .:Nimero de consumidores

N .: Niimero de regiones o subsistemas

Por cada area, regiébn o subsistema y serie registrada
(productor o consumidor), se calculan estadisticas de
produccion y consumo. Estos datos, analizados en el tiempo a
intervalos regulares (por lo general diario), pueden ser vistos
como series temporales con los que podemos hacer tanto
analisis descriptivo como predictivo. En la Figura 5, una
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vista de los estadisticos descriptivos en forma de diagrama de
cajas (boxplots), mostrando la distribucion de los datos para
el periodo semanal, mensual y anual anterior.

Distribucién de la Produccién Diaria (Kgs) de la Serie Productor 1

&

E
o

El

-
i

|

g

o

==
=

8

Produccién (Kgrs)

8

Produccién (Kgrs)

3
b uml
o

B

25 T T
Semanal Mensual Anual

Figura 5. Estadisticas Calculadas para el Productor 1

Historico

Finalmente, para cada serie se realiza un proceso de
calculo intensivo para la estimacion por series de tiempo [2]
de los siguientes siete periodos, basado en los cien periodos
anteriores (Figura 6). Mediante un proceso de clasificacion,
usando el algoritmo de K-vecino mas cercano, se seleccionan
los tres mejores modelos para hacer el prondstico. En las
siguientes secciones, describiremos la metodologia y disefio
del sistema y los resultados obtenidos con el algoritmo de K-
vecino mas cercano a un mes de su puesta en produccion.
Debido a la confidencialidad de los datos operacionales que
maneja este sistema, los resultados seran descritos usando
medidas referenciales. Nuestro modelo, para el momento de
este escrito, consiste de once sefiales de nodos productores y
ocho nodos consumidores, distribuidos en dos regiones
(Oriente y Occidente).

Pronéstico e Intervalo de Confianza del Consumo (Kgrs) de la Serie Consumidor 4
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Figura 6. Serie de Datos con Pronostico del Consumidor 4
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III. ARQUITECTURA DE SOLUCION

La arquitectura de solucion consiste en un conjunto de
componentes que interactian entre si para extraer,
transformar y validar los datos operacionales desde los
sistemas de control o gestion empresarial, almacenandolos en
una base de datos preparada para el analisis. Posteriormente
se procesan y calculan las estadisticas y modelos predictivos,
para finalmente clasificar los modelos usando algoritmos de
aprendizaje de maquina. Los resultados de cada fase, se
almacenan en la base de datos para su despliegue y consulta
en linea por parte de los usuarios y del gerente operacional a
medida que se van generando los mismos (Figura 7).

La extraccion, transformacion y caga de los datos se
realiza con Pentaho Data Integrations y Python, la Base de
Datos principal es PostgreSQL, los calculos de estadisticas y

los modelos predictivos se realizan con R Studio Server y la
interfaz de usuario es elaborada con PHP y JavaScript
usando Laravel con Bootstrap, HighCharts y Jquery, entre
otras librerias.

PLC/SCADA/BDO @& pg[hon

nane Ccama

Interface
Web

Figura 7. Arquitectura de Solucion

En este escrito mostraremos so6lo los componentes de
Base de Datos del modelo operacional y los aspectos
necesarios para el célculo del balance y los modelos de
mineria de datos asociados a éste. El resto de los modelos
dimensionales para Inteligencia de Negocios, los data marts
y la evolucién hacia el data lake, son temas que se plantearan
en otros escritos.

IV. ETLs Y SECUENCIAMIENTO

A través de los programas de Extraccion, Transformacion y
Carga (ETL), se obtienen los wvalores de consumo y
produccion diarios de cada uno de los entes del sistema, ya
sean como sefiales agrupadas o desagrupadas, segun las
condiciones del proceso a modelar. Las sefiales pueden
obtenerse individualmente, de cada fuente o consolidadas,
dependiendo de las condiciones operacionales, de seguridad
de los datos y de los acuerdos entre las partes.

Balance

Valores Medidos ~ Calculos g

Pronostico Produccion Clasifica Produccion

Validacion

Figura 8. ETL para Carga y Secuenciamiento

De igual forma, estas tareas (jobs) programadas
periodicamente, nos pueden servir para disparar actividades
y procesos en distintos ambientes. El secuenciamiento de
tareas nos permite no solo realizar la manipulacion de los
datos, sino ejecutar actividades de analisis, cOomputo
cientifico, despliegue de resultados y practicamente cualquier
actividad que pueda realizar una computadora en una red.

La transformacion de la Figura 8, describe una carga de
datos desde un archivo fuente. Los mismos pasan a un
proceso donde se realizan célculos a partir de estos datos, los
cuales pueden incluir, reconversion de unidades,
agrupamiento o desagrupamiento por diversas reglas,
deteccion y correccion de errores, cambios de formato, entre
otras. De alli, los datos son divididos y cargados en dos tablas
distintas, segiin su entorno y una que se usa para validacion y
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comprobacion del proceso. Después se cargan unos comandos
de sistema que seran ejecutados posteriormente en la nube de
computo via SSH, como se detalla en los siguientes
componentes del secuenciamiento: se calculan estadisticas, se
ejecuta el algoritmo de prondstico y por ultimo con estos
resultados se clasifican los modelos que selecciond el primer
estimador.

Adicionalmente, los datos de produccion y consumo
diario deben ser comparados con el pronoéstico realizado el
dia anterior para determinar cuan cerca o lejos estuvo el
prondstico del valor real (Figura 9). Para esto, con los
mismos datos recibidos del dia corriente, se ejecuta un
proceso ETL que compara los prondsticos del dia anterior
con el valor actual por cada sefial y las diferencias y los
indicadores de eficiencia y precision de cada modelo son
guardados en otra tabla para evaluar las bondades de los
algoritmos de aprendizaje automatico implementados y
plantear su evolucion y mejora continua.

kS s ~
- (&S] =5 o
Pronosticos Consuma Cruce por Fecha Enlaza Consumidor  Calcula Eficiencia Consume  Indicadores Consumo
@} &
T 333
Valores Medidos Calculos
@B @
[E2| [Land] =] X

Prondsticos Produccion Union por Fecha  Enlaza Productor  Calcula Eficiencia Produccion  Indicadores Produccion

Figura 9. Actualizacion de Indicadores de Precision

V. Base pE Dartos

La Base de Datos para esta solucion esta dividida en dos
esquemas, el primero, netamente de registro operacional, con
las sefiales que vienen de las distintas fuentes de datos y el
segundo, para el andlisis estadistico y predictivo, donde se
almacenan los prondsticos que se calculan diariamente. Si se
requieren datos por turnos o a distintos momentos del dia,
mientras la medicion sea a intervalos regulares y fijos, solo
hay que agregar el componente de hora como un campo
adicional. Sin embargo, si los intervalos no son regulares ni
fijos, los datos registrados no podran ser tratados en forma
natural como una serie temporal. En este caso, la
recomendacion es trabajar con el indicador diario que mejor
se ajuste al proceso y a los objetivos del problema, ya sea el
valor total del dia, el promedio, el maximo o el valor puntual
a una determinada hora.

Consumidores

Campo Tipo

id bigint NOT NULL
nombre  char var(150)
red char var(150)
codigo  char var(25)

tipo char var(150)
region  char var(150)
grupo  char var(150)
tac char var(150)
etiqueta  char var(150)
promedio numeric (25,10),

Productores
Tipo
bigint NOT NULL
char var(150)
char var(150)
char var(25)
char var(150)
char var(150)
char var(150)
tac char var(150)
etiqueta  char var(150)
promedio numeric (25,10),

Campo
id
nombre
red
codigo
tipo
region
grupo

prod1 cons2

Datos

prodn consl cons? ...
857 857 335
918 856 326
1026 870 329
1036 830 353

fecha
19/06/18
20/06/18
21/06/18
22/06/18

consn
159
158
154
159

pr!dl prod2 ..
235 454
332 547
380 556
394 552

Figura 10. Esquema de Referencia entre Tablas

Para el primer ambiente, el modelo es bastante simple,
los datos de consumidores y productores son almacenados
cada uno en una tabla con un identificador que actiia como
clave primaria. Los datos de consumo y produccion de cada
dia son almacenados en una tabla con fecha como clave

primaria y una columna para cada sefial. Dentro de los datos
de cada proveedor y cada consumidor, se registra un atributo
para enlazar con la columna correspondiente a su serie o
sefial en el tiempo (Figura 10). Incluso, de considerar
mantener seflales agrupadas, totales y subtotales, para ser
analizados como series temporales, se mantienen en la
misma tabla de datos por fecha y los atributos de
agrupamiento, clasificacion y toda la metadata asociada al
ente de produccion o consumo se maneja en la tabla
correspondiente.

Las estadisticas y calculos de la distribucion semanal,
mensual, anual e historica, se realiza a partir del analisis
temporal de cada columna y son almacenados por fecha y por
sefial cuatro vectores con los estadisticos principales de
tendencia central, dispersion y los datos atipicos (outlier)
encontrados. Los cuatro vectores corresponden al anlisis de
los ultimos 7, 30 y 365 dias de la serie, completando con el
calculo de los mismos valores para la serie completa. Cada
vector tendra minimo cinco valores: minimo, percentil 25,
percentil 50, percentil 75 y méaximo. A partir de este punto,
se colocaran todos los valores atipicos encontrados para esta
serie, si existen (Figura 11).

Estadisticas
Campo Tipo
fecha date NOT NULL
senal character varying(25) NOT NULL
semanal numeric[]
mensual numeric[]
anual numeric[]
historico numeric[]
Dato atipico
Estadisticas
fecha senal semanal
\J
2017-12-19 cons3 {14,15,15.9,16,17,32}
2017-12-19 cons4 {86.4,86.8,87.2,87.3,87.8}
2017-12-20 prodl {343,347,352,356,366}
2017-12-20 prod2 {797,864,873,910,979}
A A 4 A A
Minimo — | L— Maximo
Percentil 25 Percentil 75
Mediana

Figura 11. Estructura de Datos para Estadisticas

VI. MiNERiA DE DaTOS

Este proceso, es largo y con muchas posibilidades. Desde
aplicar distintos algoritmos de clasificacion y aprendizaje
profundo (deep learning), hasta integrar otras capas de datos
e informaciéon con tecnologias de Big Data y Data Lake.
Nuestro prototipo inicial y base para este proyecto contempld
la clasificacion de los modelos con arboles de decision [2] y
en esta primera implantacion en produccion estamos usando
el Algoritmo de K-Vecinos mas Cercanos (KNN) [3][4][5]

[6].

Como todo proceso de Mineria de Datos, comenzamos a
preparar la base minable, la cual consistird de todos los
pronosticos realizados anteriormente por el algoritmo de
prondstico. Recordemos que este algoritmo [2], calcula
alrededor de unos 1.152 modelos ARIMA (p,d,q) por cada
serie de datos y basado en algunos indicadores estadisticos y
pruebas de normalidad de residuos, selecciona los 16
modelos que mejor ajustan los datos. Entre estos indicadores
podemos mencionar, el Criterio de Informacion de Akaike
(AIC), el test de Box-Pierce y lo cerca que el modelo llega a
predecir el valor »n (ultimo valor conocido) con los n-1/
valores anteriores, entre otros criterios. Estos indicadores
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seran normalizados para su mejor interpretacion por el
algoritmo, al comparar las distancias entre vecinos.

A esto se le agrega la variable de clasificacion, que indica
la calidad del modelo como “Excelente” para los que
presentan una diferencia menor a un 1% del valor reportado
de produccion o consumo, “Bueno” para los modelos cuyo
pronostico presenta una diferencia menor a un 5% del valor
reportado y “Malo” para los demas, cuya diferencia estuvo
por encima del 5%. Todos estos indicadores son consultados
de la base de datos una vez se concluye el prondstico para el
dia siguiente. Evidentemente, todos los prondsticos anteriores
tienen una clasificacion conocida porque ya el valor
reportado para esos dias se conoce (este es nuestro grupo de
entrenamiento), pero el pronodstico realizado en ese momento
para el dia siguiente no tiene clasificaciéon aun (este sera
nuestro grupo de prueba). Son estos modelos los que
trataremos de clasificar a priori con el algoritmo de KNN,
basado en lo cerca o no que quedaron los anteriores
prondsticos cuyo resultado es conocido.

Con esta clasificacion a-priori, se recalcula la valoracion
de los modelos, tomando en cuenta el resultado que dio el
algoritmo de clasificacion y el orden que traian de la primera
fase, dada por el algoritmo de estimacion por series
temporales. De esta forma, los modelos clasificados como
“Excelente”, tendrdn wuna valoracion mayor que los
clasificados como “Bueno” y éstos también por encima de los
clasificados como “Malo”. Dentro de cada grupo, se ordenan
por los criterios del primer algoritmo. Al usuario, se le
presenta la calidad del modelo como un componente grafico
representado con tres, dos y una estrella respectivamente y se
le dan las tres mejores opciones para su estimacion (ver
Figura 6). Una vez conocido el resultado, se compara la
clasificacion a priori del algoritmo con el resultado real y se
evalia el error de clasificacion. En esta primera fase,
probamos clasificar con un & igual a 69, por ser la raiz
cuadrada de la cardinalidad del conjunto de aprendizaje.

VII. ResuLrabos

En la Tabla I, se puede ver la comparacion entre la
clasificacion que realizo el algoritmo y el resultado que
obtuvo después de conocido el valor real reportado para todos
los modelos evaluados tanto para produccién como consumo
desde el 05 al 26 de Junio de 2018.

TABLA 1. CrasIFICACION DE MODELOS PREDICTIVOS

Resultado
Excelente Bueno Malo Total
_g Excelente 250 185 82 517
.§ Bueno 423 764 690 1877
:ﬁ Malo 190 743 1.271 2.204
g Total 863 1.692 2.043 4.598

TABLA II. PorcenTAJE DE ACIERTO POR GRUPO DE CLASIFICACION

Resultado
Excelente  Bueno Malo Total
_g Excelente 48,36%  35,78%  15,86% 11,24%
.§ Bueno 2254%  40,70%  36,76%  40,82%
:‘;T: Malo 8,62% 33,71% 57,67% 47,93%
g Total 18,77% 36,80% 44 43% 100,00%

Aqui podemos ver, en la diagonal, que el algoritmo acerto
en la mayoria de los casos. De los 4.598 modelos en total,

517 (11,24%) fueron clasificados como excelentes (ver Tabla
IT) y de éstos 250 (48,36%) resultaron realmente excelentes
en su estimacion (es decir, llegaron a un prondstico cuyo
valor estuvo a menos de un 1% del valor reportado). De los
1.877 (40,82%) clasificados como buenos, 764 (40,7%)
resultaron realmente modelos buenos, cuyo pronostico estuvo
a menos de 5% del valor reportado. Sin embargo, 423
(22,54%) resultaron por encima de lo esperado y tuvieron un
resultado excelente. De los 2.204 (47,93%) modelos
clasificados como “Malos”, 1.271 (57,67%) coincidieron con
este diagnostico.

Ahora, si viéramos solo dos grupos de clasificacion y sélo
distinguiéramos entre “Buenos” y ‘“Malos”. En este caso,
tendriamos un 67,75% (ver Tabla III) de acierto para los
modelos “Buenos” y un 57,67% de acierto para los modelos
“Malos”. Se pudiera pensar que el primer error (clasificar
modelos “Malos” como “Buenos” es peor que el segundo
(clasificar modelos “Buenos” como “Malos”), pero
recordemos que los modelos “Malos” seran descartados, si
existe algun otro clasificado como “Bueno” o “Excelente”.

TABLA III. PORCENTAJE DE ACIERTO CON CLASIFICACION DicOTOMICA

Resultado
Bueno Malo Total ‘
8 Bueno 67,75% 32,25% 52,07%
E Malo 42,33% 57,67% 47,93%
§ Total 55,57% 44,43% 100,00%

Por tanto, evaluemos el porcentaje de acierto, dentro del
grupo seleccionado para estimar, es decir, dentro de los tres
modelos que se le presentan al decisor para que realice la
estimacion de la siguiente semana de produccion o de
consumo. En la Tabla IV, podemos observar como el 69,26%
de los modelos presentados fueron clasificados como
“Buenos” o “Excelentes” (aqui agrupados), de los cuales tres
de cada cuatro (75%) cumplieron con esa clasificacion,
mejorando un poco mas de 7 puntos porcentuales. En los
periodos en los que no hubo modelos con mejor clasificacion
y por tanto, se presentaron al decisor modelos clasificados
como “Malos”, el porcentaje de error se mantiene muy
similar al anterior. Sin embargo, como es de esperar, estos
modelos representan menos de la tercera parte, ya que sélo
son seleccionados cuando no existe una mejor opciéon segun
la valoracion otorgada por el algoritmo.

TABLATV. TasA bE ACIERTO EN MODELOS PARA ESTIMACION
Resultado

Bueno Malo Total

Bueno 75,00 % 25,00 % 69,26 %

Malo 41,55 % 58,45 % 30,74 %

Clasificado

Total 64,72 % 35,28 % 100,00 %

Finalmente, es de esperar que el algoritmo no sea igual de
eficiente con todas las sefales de consumo o produccion
evaluadas, a continuacion veremos uno de los casos de
produccion y de consumo, tomando la mejor prediccion
seleccionada para cada periodo y como el pronoéstico se fue
acercando al wvalor real reportado durante el periodo
observado. Para esta sefial, los 22 periodos observados
tuvieron como primera opcidon un modelo clasificado
excelente, de los cuales, en 19 oportunidades o periodos
(86,36%) el modelo seleccionado cumplié con ese mismo
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resultado y en 3 periodos su resultado estuvo dentro del
rango bueno. En la Figura 12, se aprecia la grafica
comparativa del prondstico y el valor real reportado.
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1
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T T T T T
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Figura 12. Prondstico vs Valor Reportado (Productor 11)

Para la serie del Consumidor 7 (Figura 13), como
primera opcion dada al decisor, en 4 periodos se encontraron
modelos clasificados como excelente y en 18 periodos
modelos clasificados como buenos. De los 4 clasificados
excelentes, tres tuvieron ese mismo resultado y uno de ellos
tuvo un resultado bueno. De los 18 clasificados buenos, 6
dieron resultado excelente, 10 coincidieron en el resultado y
s6lo dos no cumplieron las expectativas, resultando malos
pronosticadores.
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Figura 13. Pronostico vs Valor Reportado (Consumidor 7)

VIII. CONCLUSIONES

Tratar de predecir el futuro es una de las actividades mas
dificiles y arriesgadas, cuando aciertas, muchos piensan que
era evidente y cuando te equivocas también. Sin embargo,
siempre es natural tener una “mejor vision” del futuro, ya sea
con base en la evidencia y los datos disponibles o en la pura
intuicion. El uso de modelos de series temporales,
combinados con distintos algoritmos de aprendizaje
estadistico puede y seguird dando aportes para mejorar
nuestros prondsticos, tanto en el sector industrial como
comercial.

Para esta primera implantacion, el algoritmo de k-vecinos
mas cercanos, no solo dio muy buenos resultados y cumplié
con los objetivos propuestos, sino que resultdé un método
simple, rapido y eficaz de clasificacion en este escenario.
Pudiera plantearse mejorar la tasa de aciertos, tanto
segmentando la muestra de aprendizaje como adaptando los
parametros y algoritmos dependiendo de cada sefial
analizada.

La evolucion de estas practicas puede ir en muchos
sentidos e integrarse con aiin mas posibilidades de analisis,
comparando estos resultados y prondsticos operacionales con
los comerciales y estratégicos, a nivel local, regional y
nacional. El predecir los niveles de escasez o superavit en un
determinado producto en un mercado determinado, ayuda
tanto a la planificacion operacional y comercial, como a la
planificacion estratégica de un sector y de un pais.

Mejorando la calidad y oportunidad de los datos e
indicadores de produccion y consumo para un determinado
producto estratégico, es posible construir modelos dinamicos
que apoyen la toma de decisiones estratégicas y operacionales
de empresas publicas y privadas, asi como para la
planificacion de politicas publicas y macroecondomicas mas
ajustadas a la realidad.

IX. RECOMENDACIONES

Recomendamos seguir explorando alternativas dentro de
los algoritmos de aprendizaje estadistico y deep learning, asi
como la integracion con otras fuentes de datos, para
maximizar el potencial de estos algoritmos en el tiempo, a
medida que obtenemos mayor conocimiento de los procesos
modelados y de los factores que los afectan, asi como la
expectativa o “sentimiento” del mercado, el cual es un
aspecto esencial en todo modelo donde interactia el ser
humano y donde sus necesidades, miedos y aspiraciones,
juegan un papel importante.

Integrar estos modelos de prediccion con variables
econométricas puede apoyar con mayor informacion a los
decisores comerciales y estratégicos, asi como a mejorar los
modelos de valoracion econdmica de las mercancias y los
recursos estratégicos de un pais.

Integrar los modelos operacionales, de corto plazo, con
modelos tacticos y estratégicos, de mediano y largo plazo,
puede brindar posibilidades mucho mayores de analisis y de
optimizacion en la gestion de recursos en diversos sectores de
la vida nacional.
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