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Resumen—Varios trabajos en la literatura han determinado
que, para obtener buenos resultados con Algoritmos de
Aprendizaje Automatico, se requieren excelentes descriptores del
fenémeno estudiado. En particular, para el proceso de
reconocimiento de patrones es importante tener buenos
descriptores. En ese sentido, en este trabajo se propone un ciclo
autonémico de tareas de Analitica de Datos (AdD) que faciliten la
obtencion de descriptores para el proceso de reconocimiento de
patrones. El ciclo autonémico provee las caracteristicas
/descriptores ideales a ser usado por los Algoritmos de
Aprendizaje Automatico en sus tareas de construccion de
modelos de conocimiento (clasificadores, predictores, etc.). Los
experimentos iniciales con el ciclo autonémico han mostrado
resultados alentadores.

Palabras  Clave—Ciencias de Datos, Ingenieria de
Caracteristicas, Analitica de Datos, Aprendizaje Automdtico

I. INTRODUCCION

El éarea de Ingenieria de Caracteristicas/Descriptores
consiste en el proceso de busqueda de descriptores en un
conjunto de datos, y estd compuesto por los procesos de
extraccion, construccion, reducciéon y/o seleccion de
descriptores/caracteristicas [1, 2, 3, 4]. La Ingenieria de
Caracteristicas es muy importante para los algoritmos de
Aprendizaje  Automatico, también conocidos  como
Aprendizaje de Maquinas (o Machine Learning, en inglés), ya
que la precisién de los mismos depende de la calidad de los
descriptores. Existen un importante nimero de trabajos que han
estudiado estos problemas individualmente, proponiendo
diferentes técnicas especificas para cada uno de esos procesos
[2, 5, 6, 7], y, ademds, normalmente enfocindose en
especificas areas de aplicaciéon, como procesamiento de
imagenes [2,8], andlisis de trafico de redes [5], o andlisis de
identidad urbana y puntos de interés en ciudades [6,7].

Por otro lado, la analitica de datos (AoD o Data analytics,
en inglés) es un area que comienza a tener cierto grado de
madurez, con un importante numero de aplicaciones en
diferentes ambitos [7, 9]. Ahora bien, la utilizaciéon de la AdD
se ha entendido como un proceso de disefio aislado (una tarea
para un problema especifico), y los trabajos actuales no
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consideran la integracion de un conjunto de tareas de analitica
de datos para resolver problemas complejos.

Recientemente, se ha propuesto el concepto de Ciclo
Automatico de Tareas de AdD para el ambito de aprendizaje
[9, 10, 11, 12], para organizar los diferentes tipos de tareas de
Analisis de Datos que se integran en ese entorno, para alcanzar
diferentes objetivos de aprendizaje (por ejemplo, para
optimizar las condiciones ambientales, o mejorar el proceso de
ensefianza-aprendizaje). Un ciclo auténomo es un ciclo cerrado
de tareas de andlisis de datos, que supervisa constantemente el
proceso bajo estudio, tal que las tareas de andlisis de datos
tienen diferentes roles: observar el proceso, analizarlo, y tomar
decisiones.

En este trabajo se propone la construcciéon de un ciclo
autondomico de tareas de AdD para el proceso de ingenieria de
caracteristicas, basandonos en la metodologia MIDANO [13,
14]. MIDANO es una metodologia para desarrollar tareas de
AdD, que parte por el analisis exhaustivo del ambito de
estudio, para determinar en qué procesos es posible extraer
conocimiento desde los datos.

En particular, por medio del ciclo autonémico se busca
simplificar el proceso de ingenieria de caracteristicas,
subdividiéndolo en tareas de AdD mas simples, las cuales son
faciles de implementar y evaluar. Cada tarea es definida por un
grupo de técnicas de mineria, requeridas para el proceso de
ingenieria de caracteristicas, segun el problema especifico que
se esté considerando en un momento determinado.

Asi, este trabajo es del ambito de las ciencias de los datos,
y en particular, de la Ingenieria de Caracteristicas, por lo cual
se organiza de la siguiente manera. En la Seccion II se
ampliara el contexto tedrico, y se presentan los trabajos de
referencias para nuestra propuesta. La Seccion IIT introduce el
ciclo autonémico (CA, por sus siglas en espafiol) propuesto,
sus tareas y técnicas que lo componen, y el modelo de datos
que lo acompafia. La Seccion IV detalla la implementacion de
este CA y se presenta el caso de estudio para probarlo. En la
Seccidon V se realizan experimentos, y en la siguiente Seccion
se presentan las conclusiones y trabajos futuros.
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II. CONTEXTO TEORICO

A. Ingenieria de Caracteristicas

Al realizar procesos de reconocimiento de patrones, ya sea
mediante métodos supervisados, semi-supervisados o no
supervisados, uno de los elementos mas importantes a tener en
cuenta son los descriptores o caracteristicas que se usan para
representar el fendmeno a estudiar. Estos descriptores son de
suma importancia, ya que la precisiéon del modelo depende de
que los descriptores representen lo mejor posible los objetos a
reconocer, ademas de que también repercuten en los recursos,
tiempo, entre otras cosas, requeridos por los modelos.

Es por esto que existen diferentes tipos de técnicas usadas
para procesar los datos del experimento, y obtener los
descriptores que se usaran en el proceso de reconocimiento. A
esta fase se le denomina Ingenieria de Caracteristicas, y
consiste en la extraccion, construccion, reduccion y/o
seleccion, de descriptores/caracteristicas desde los datos. Cada
una usa diferentes técnicas de mineria y tiene diferentes
objetivos [1, 2, 3, 4 y 15]. A continuacion, se describen los
procesos principales de la Ingenieria de Caracteristicas
considerados en este trabajo.

1) Extraccion de Caracteristicas (Feature Extraction,
FE): Estas técnicas buscan identificar los descriptores que
mejor describan el fenémeno estudiado desde los datos
disponibles, que, a su vez, sean de mayor utilidad para
construir los modelos de conocimiento. Para ello, se aplican
transformaciones sobre los datos usando funciones especificas.
Estas funciones varian dependiendo de distintos criterios, como
el tipo de variable/caracteristica sobre la cual se implementara,
el tipo de algoritmo de aprendizaje a usar, etc. Ahora bien, los
criterios mas comunes a usar para escoger las funciones de
transformaciéon son: a) maximizar varianza o variacién, es
decir, buscar caracteristicas que tomen valores diferentes en
cada instancia, ya que caracteristicas que puedan tomar los
mismos valores en diferentes instancias no aportarian ningin
valor como discriminantes, b) reducir correlaciones o evitar
caracteristicas redundantes, usualmente lograndolo por medio
de funciones que reducen la dimensionalidad entre los datos.
Existen diferentes tipos de funciones que se pueden usar,
dependiendo del tipo de datos al cual se aplicara. En este tipo
de técnicas se puede incluir el Analisis de Componentes
Principales (PCA, por sus siglas en inglés), el cual es una de las
mas comunes [2, 3, 4, 6], y busca reducir la dimensionalidad al
proyectar valores en componentes que mejor reflejen la
informacion de los datos originales, con mayor independencia
entre ellos.

En general, las caracteristicas/descriptores pueden ser:

a) Caracteristicas Estadisticas [5,8]: Son caracteristicas
que se extraen de datos de tipo numéricos, mediante valores
estadisticos como la media, mediana, moda, desviacion
estandar, etc.

b) Basados en Grafos [5,8]: Son caracteristicas que
usan algun tipo de representacion en grafos, de tal manera de
poder aplicar la teoria de grafos. En general, los grafos pueden

representar muchos problemas importantes, como redes
sociales, interacciones entre bacterias, redes de computadoras,
etc. Sobre estas representaciones se pueden aplicar diferentes
técnicas de la teoria de grafos, para determinar cudles son los
mejores descriptores. Por ejemplo, la técnica de deteccion de
comunidades, en la cual se busca agrupar nodos fuertemente
conectados en clusters, mientras que los nodos que estan en
diferentes clusters son los que estan mas débilmente
conectados. Estos tipos de técnicas varian segun si se aplican a
grafos dirigidos, no dirigidos, con pesos, sin pesos, etc. En
general, se pueden usar métricas como la distancia,
centralidad, densidad, ademas de la ya mencionada, entre otras

¢) Espectrales o Basadas en Series de Tiempo: Estos
son tipos de caracteristicas que se derivan de datos
secuenciales o continuos, como por ejemplo una serie de
eventos que ocurren unos detras de otros [14]. Se puede tomar
en cuenta la periodicidad, magnitud del espectro, variaciones
temporales, etc., y se usan técnicas como la transformada de
Fourier [15].

En general, las técnicas usadas
Caracteristicas” se pueden clasificar en:

en “Extraccion de

a) Meétodos Lineales: Usualmente, los problemas de
clasificacion pueden resolverse mediante separaciones lineales
en un plano o hiperplano, es decir, las clases pueden
delimitarse facilmente “trazando” lineas que las separen. Entre
estas técnicas se encuentran la ya mencionada PCA, y también
el Analisis de Discriminantes Lineales (LDA, por sus siglas en
inglés), el cual es un método que también busca reducir
dimensionalidad, pero a diferencia de PCA que es no
supervisado (no toma en cuenta clases), LDA es supervisado y
funciona buscando proyecciones Optimas que maximicen las
distancias entre las clases y minimicen distancias de los datos
dentro de esas clases.

b) Métodos no Lineales: Cuando la clasificacion es mas
compleja y las clases no son linealmente separables, es decir,
los limites entre ellas son discontinuos, se utilizan métodos no
lineales, para realizar esta separacion de clases. Entre estos
métodos pueden usarse técnicas como realizar una
transformacion de los datos a dimensiones mas altas, donde si
sea posible realizar una separacion lineal para aplicar un
modelo lineal. Veamos el ejemplo de la Figura 1 de datos no
linealmente separados.

558880600600 EEEEEE X
Figura 1. Método Lineal

En la Figura 1 se aprecian dos clases (representadas por los
cuadros verdes y circulos rojos), los cuales no estan
linealmente separados. Se puede realizar una transformacion a
dos dimensiones mediante la funcion X — {X, X2}, resultando
en un doble valor por cada elemento del ejemplo original, que
al representarlo en un plano se puede apreciar que si es
linealmente separable en esa nueva representacion (ver Figura
2). Entre las técnicas que realizan esto estan las redes
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neuronales multicapa, k-NN, maquinas de soporte vectoriales
no lineales (SVM por sus siglas en inglés), etc.

Figura 2. Particion de Datos

Existen algunos trabajos recientes en el drea de extraccion
de caracteristicas, como [16, 17]. En [16] se propone un
enfoque para reconocimiento facial bajo condiciones de
variacion de luz. Este enfoque consta de tres fases, la primera
en la cual se realiza una normalizaciéon de los componentes de
iluminacién. En segundo lugar, se realiza la extraccion de
descriptores. Para esto, los autores usan dos grupos de técnicas:
holisticas y locales. Entre las técnicas holisticas se encuentran
PCA y LDA, y entre las locales los métodos de patrones
binarios locales (LBP, por sus siglas en inglés) o patrones
direccionales locales (LDP, por sus siglas en inglés).
Finalmente, en la tercera fase usan SVM para realizar la
clasificacion. En [17] se propone un proceso de extraccion de
caracteristicas en textos, el cual se divide a nivel sintactico y a
nivel semantico. A nivel sintactico proponen una version de 2
(Chi-squared statistics) mejorada (ICHI), aplicada sobre una
matriz de palabras, y a nivel semantico una técnica llamada
asignacion latente de Dirichlet, sobre una representacion de
documentos por tdpicos. Finalmente, se realiza una fusion

entre ambos resultados, para obtener el conjunto de
caracteristicas final.
2) Construccion de Caracteristicas (Feature

Construction, FC): Estos tipos de técnicas buscan generar
nuevas caracteristicas [1, 4]. Su uso principal es cuando se
tienen datos incompletos, y se desea buscar la informacién
faltante que complemente la descripcion del objeto, o la
relacién que existe entre las caracteristicas que ya se tienen.
Esta nueva informacion se puede obtener por medio de
inferencia o creaciéon de nuevos datos, pero siempre usando
los datos ya existentes para derivarla [4], buscando
incrementar el poder de expresion de los datos ya existentes.
Algunas de las técnicas que se podrian usar para generar estos
nuevos datos son las que aplican algin operador sobre estos
datos, como por ejemplo operadores algebraicos en datos
numéricos.

En cuanto a propuestas de construccion de caracteristicas,
el trabajo [18] propone un método basado en programacion
genética (GP por sus siglas en inglés), para obtener
caracteristicas faltantes en datos incompletos. En esta técnica
se utilizan funciones de intervalos como parte del conjunto de
funciones del GP, resultando en una sustituciéon del valor

faltante por un intervalo de posibles valores, o si es un valor no
faltante, se sustituye por un intervalo que incluye el valor
original. En [19] se propone un proceso de construccion de
caracteristicas basadas en entropia, para la deteccion de ataques
en redes de comunicacion. Este proceso consta de tres partes:
primero, se extraen caracteristicas de cada cabecera de los
paquetes de red. Datos como direcciones IP origen y destino,
puertos origen y destino, y protocolos, son los mas
comunmente usados. En segundo lugar, se calcula la entropia
de Shannon, usando un intervalo de tiempo especifico, y, por
ultimo, se construyen nuevas caracteristicas con variaciones de
entropia, usando combinaciones de caracteristicas generadas en
los pasos previos.

Seleccion de Caracteristicas (Feature Selection, FS): Con
estos tipos de técnicas, al contrario de las descritas antes, se
busca reducir el conjunto de datos a utilizar. Como lo definen
Blum y Langley, citado en [1], “se diferencia de las
transformaciones de caracteristicas en que no se generan
nuevas, si no que se selecciona un subconjunto de ellas”. Esta
reduccion puede ser realizada ya sea mediante una seleccion
entre las caracteristicas disponibles, o mediante la
agregacion/fusion de ellas. La seleccion se puede realizar [4]
generando subconjuntos aleatoriamente, incrementalmente, etc.
En el caso incremental, podria iniciarse con un subconjunto
vacio, y se van agregando caracteristicas una a una; o empezar
con el conjunto completo, e ir eliminando caracteristicas. Se
suelen usar diferentes criterios para evaluar si un subconjunto
generado es Optimo o no, estos criterios se pueden agrupar
dentro de dos grandes modelos: Filtros (en adelante Filtering) y
Envoltorios (en adelante Wrapping) [15].

Los Filtering constan de criterios que son independientes
del modelo de aprendizaje que se usarda luego. Es una
aproximacion eficiente, pero debido a esta separacion del
proceso de aprendizaje posterior, puede descartar informacion
que hubiera sido util para el mejor rendimiento del algoritmo
de aprendizaje usado. El proceso usado suele realizarse en dos
pasos; primero la aplicacion del criterio de seleccion, entre las
cuales pueden estar: dependencia de una caracteristica de su
clase, correlaciones de caracteristica-caracteristica,
caracteristica-clase, medidas de distancia, medidas de
consistencia, etc. En el segundo paso, simplemente se
selecciona el subconjunto con mejor ranking.

En el modelo de Wrapping si se toma en cuenta el
algoritmo de aprendizaje a usar, es decir, se mide el
rendimiento obtenido por ese algoritmo, usando el subconjunto
de caracteristicas seleccionadas. Ese proceso se suele realizar
usando una estrategia de busqueda entre las caracteristicas o
subconjunto de caracteristicas, las cuales se pasan al algoritmo
para medir su rendimiento, y este resultado se vuelve a pasar al
componente de busqueda en un proceso iterativo, hasta que se
selecciona el conjunto de caracteristicas con el mejor
rendimiento. Para evitar una busqueda exhaustiva se pueden
usar distintas estrategias como algoritmos genéticos, Best-first,
Hill-climbing, etc.

Existe un tercer modelo que es una especie de union entre
Filtering y Wrapping para obtener lo mejor de ambos mundos
[20, 21]. Esto porque Filtering no toma en cuenta el algoritmo
de aprendizaje a usar, pudiendo descartar caracteristicas utiles
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para ese algoritmo, y Wrapping debe evaluar el rendimiento de
los subconjuntos de caracteristica en el modelo, haciéndolo
bastante costoso computacionalmente. Este tercer modelo,
llamado Embedding, busca incrustar el proceso de seleccion en
la construccion del modelo de aprendizaje, logrando mejorar el
costo computacional, ya que no es necesario correr el proceso
de aprendizaje repetidas veces.

Finalmente, en el area de seleccion de caracteristicas se
pueden mencionar algunos trabajos, tales como [22], que
propone un enfoque de seleccion de caracteristicas para
prevision de precios y cargas en sistemas de suministro
eléctrico. Este enfoque mezcla caracteristicas de modelos de
Filtering y Wrapping. De este modo, el método propuesto
selecciona un subconjunto de caracteristicas tomando en cuenta
criterios como relevancia, redundancia e interaccion entre
caracteristicas, considerando el algoritmo de aprendizaje que se
usara. En [23] se proponen mejorar la identificacion de
patologias del pecho mediante el andlisis de radiografias. En
este enfoque se extraen caracteristicas de estas imagenes
radioldgicas usando redes neuronales convolucionales, luego,
establecen una fase de reduccion de caracteristicas realizando
una combinacién de ellas, por medio de una técnica de fusion
lineal ponderada basada en los pesos de probabilidad de cada
clase. Finalmente, realizan una fase de seleccion de
caracteristicas, en la cual usando pruebas de Kruskal-Wallis
sobre la varianza de los datos, determinan las caracteristicas
mas informativas.

B. MIDANO

MIDANO es una metodologia para el Desarrollo de
Aplicaciones de Mineria de datos (MD) basada en el Analisis
Organizacional. MIDANO es disefiada para el desarrollo de
aplicaciones de Mineria de Datos para un proceso de cualquier
empresa o institucion, sin embargo, esta puede ser utilizada en
procesos de AdD [13,14]. MIDANO esta compuesta por tres
fases (ver Figura 3).

NN )

Identificacion de
fuentes parala
extraccionde
conocimientoen una
organizacion.

Preparaciony
tratamientode los
datos.

Desarrollodel ciclo
autonémico.

Figura 3. MIDANO

Fase 1. Identificacion de Fuentes para la Extraccion de
Conocimiento en una Organizacion: Esta fase tiene como
finalidad realizar un proceso de ingenieria de conocimiento,
orientado a organizaciones/empresas, de las cuales no se
conoce o se tiene poca informacién del (de los) problema(s) o
los procesos a estudiar. El principal objetivo de esta fase es
conocer la organizacion, sus procesos, sus expertos, entre
otros aspectos, para definir el objetivo de la aplicacion de
AdD en la organizacion.

Fase 2. Preparacion y Tratamiento de los Datos: Para
aplicar AdD sobre un problema en especifico, es necesario
contar con un historial de datos asociado al problema de
estudio. Esto conlleva realizar distintas operaciones con los
datos, con la finalidad de prepararlos. Ese proceso se basa en el
paradigma ETL (por sus siglas en inglés): extraccion de los
datos desde sus fuentes, transformacion de los datos, y carga de
los mismos en el almacén de datos del CA. Para realizar este
proceso se crea una vista minable, que basicamente contiene
informacidn sobre las variables y sus historicos. En especifico,
se crea una vista minable conceptual (VMC), que detalla cada
una de las variables a ser tomadas en cuenta para las tareas de
AdD. La misma estd compuesta por la descripcion de todas las
variables de interés, y algunos campos adicionales de
importancia para realizar el proceso de tratamiento de datos
(por ejemplo:  dependencias con otras  variables,
transformaciones a realizar, entre otras caracteristicas). Con
esta VMC se crea el modelo de datos a ser usado por el medio
de almacenamiento (almacén de datos). Finalmente, el medio
de almacenamiento es cargado con los datos. Al medio de
almacenamiento cargado con los datos, lo llamaremos vista
minable operativa. Asi, en esta fase se construye el modelo de
datos requerido por el ciclo autonémico de tareas de AdD. Por
lo tanto, en esta fase se realiza la preparacion y tratamiento
adecuado de los datos, que seran utilizados por el ciclo
autonoémico de AdD.

Fase 3. Desarrollo del Ciclo Autonomico de Tareas de
AdD: En esta fase se implementan las tareas de AdD. Asi, esta
fase tiene como objetivo implementar las diferentes tareas de
AdD del ciclo autonémico, que generan los modelos de
conocimientos requeridos (por ejemplo, modelos predictivos,
modelos descriptivos, etc.). Esta etapa culmina con la
implementacion de un prototipo del ciclo autonémico. Para el
desarrollo de las tareas de AdD, se puede usar cualquiera de
las metodologias existentes de desarrollo de tareas de MD.
Ademds, durante esta fase se realizan experimentos para
validar los modelos de conocimiento generados por las tareas
de AdD.

La utilizaciéon de esta metodologia permite el desarrollo
sistematico de aplicaciones de software especializado basada
en técnicas inteligentes, para la extraccion de conocimiento a
partir de los datos almacenados en las bases de datos de
cualquier industria o proceso.

III. ESPECIFICACION DE LAS TAREAS DE ANALISIS DE DATOS

En esta seccion se describe el ciclo autonéomico a ser
utilizado, con sus respectivas tareas de AdD. El objetivo de
este ciclo autondmico es buscar la obtenciéon de las
caracteristicas Optimas que mejor describan el objeto
estudiado, para su uso en un proceso de reconocimiento de
patrones.

A. Ciclo Autonémico

El ciclo autondémico propuesto para este trabajo consta de
dos etapas:
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e Monitoreo: En esta etapa del ciclo autondémico se
realiza la recoleccion de los datos desde sus fuentes.

e Analisis y toma de decisiones: Se ejecutan las tareas de
Analisis de Datos sobre los datos obtenidos en la etapa
anterior, para determinar los descriptores que se usaran

en la clasificacion.

Las tareas de AdD que se aplicaran en cada etapa se

describen en la Tabla 1.

TABLA 1. ESPECIFICACION DE TAREAS DE ADD PARA EL CICLO

AUTONOMICO
Tarea Nombre Fuentes Indicadores Efectos
generales de generados esperados
datos sobre el
requeridas objetivo
estratégico
Tablas Se  obtienen
VMC, ETL los datos
(Extraccion, recogidos en
Monitoreo | Captura de | Tratamientoy Datos del etapas
datos Carga) y CCA Experimento  |anteriores
(coleccion, sobre los
curetaje y cuales se
agregacion) quiere
realizar la
clasificacion
Se emplean
Construccion Datos los primeros
de obtenidos del | Datos tratados y |métodos y
caracteristicas | paso anterior depurados técnicas  de
preparacion y
tratamiento
de datos
Analisis ‘Medias, Conj:unto de
medianas, modas, |técnicas para
Extraccion de Datos minimos, extraer
caracteristicas | depurados maximos, entre |valores
y otros valores  |numéricos,
numéricos métricas, etc.
Toma de necesarios que mejor
decisiones representen
los datos
Se terminan
de depurar las
caracteristicas
Seleccion y |Representacion | Conjunto final de |extraidas,
reduccion de | numérica de caracteristicas  |reduciendo
caracteristicas los datos descriptores
redundantes,
o descartando
algunas carac
excedentes

En las siguientes tablas (Tablas II al V), se especifican en

detalle cada una de estas tareas:

TABLA II. DETALLES DE LA TAREA DE CAPTURA DE DATOS

sobre el que se desea realizar la
clasificacion.

Fuente de datos Tablas de VMC, ETL, CCA

Tipo de tarea de analitica de datos Descubrimiento

Tipo de modelo de conocimiento Descriptivo

Tareas relacionadas de analitica de Construccion de caracteristicas

datos

Tipo de tarea del ciclo (rol) Monitoreo

TABLA III. DETALLES DE LA TAREA DE FC

Nombre de la tarea: Construccion de caracteristicas

Descripcion Preparar los datos obtenidos

Fuente de datos Datos obtenidos en la etapa anterior

Tipo de tarea de analitica de datos Clasificacion, Agrupamiento,

Asociacion

Técnicas de analitica de datos Normalizacion, estandarizacion,
transformacion, reduccion,

discretizacion, etc.

Tipo de modelo de conocimiento Descriptivo, Predictivo

Tareas relacionadas de analitica de
datos

Captura de datos
Extraccion de caracteristicas

Tipo de tarea del ciclo (rol) Analisis / Toma de decisiones

TABLAIV. DETALLES DE LAS TAREAS DE FE

Nombre de la tarea: Extraccion de caracteristicas

Descripcion Obtener representaciones numéricas
de los datos procesados para usarlas

luego en el proceso de clasificacion

Fuente de datos Datos depurados

Tipo de tarea de analitica de datos Clasificacién, Agrupamiento,

Asociacion, Regresion

Técnicas de analitica de datos Calculos estadisticos, KNN, random

forest, regresion, grafos, etc.

Tipo de modelo de conocimiento Descriptivo, Predictivo

Construccion de caracteristicas
Seleccion y reduccion

Tareas relacionadas de analitica de
datos

Tipo de tarea del ciclo (rol) Analisis / Toma de decisiones

B. Modelo de Datos

a) Vista Minable Conceptual para el CA: Los datos se
obtienen desde las Tablas generadas por el proceso que se esta
examinando, principalmente de su propia VMC y Tablas ETL
y CCA. Ademis de estos datos, también se requieren otras
variables derivadas de cada tarea del ciclo autondémico. Una
posible VMC podria ser la Tabla VI.

TABLA V. DETALLES DE LAS TAREAS DE FS

Nombre de la tarea: Seleccion y reduccion de

caracteristicas

Nombre de la tarea:

Captura de datos

Descripcion

Obtener los datos del caso de estudio

Descripcion Asegurar que se obtienen solo las
caracteristicas mas relevantes

para realizar la clasificacion
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Fuente de datos

Caracteristicas extraidas en la
etapa anterior

Tipo de tarea de analitica de datos

Clasificacién, Agrupamiento,
Asociacion

Técnicas de analitica de datos

Filtering, Wrapping, analisis
bivariantes, etc.

Tipo de modelo de conocimiento

Descriptivo, Predictivo

Tareas relacionadas de analitica de datos

Extraccion de caracteristicas

Tipo de tarea del ciclo (rol)

Analisis / Toma de decisiones

TABLA VI. POSIBLE TABLA VMC PARA EL CICLO AUTONOMICO

Variable Descripcion Procedencia Descripcion
variable_vmc Variables de la VMC Vme Estos son los
del proceso estudiado datos
d . ocion de 1 pertenecientes a
escripcion_vmc Désgilpc(;or} s] 13[5 Vme la tabla VMC
vanables de ‘a ¢ sobre la cual se
procedencia_vme Procedencia de las Vme realiza el anlisis

variables de la VMC

la cual posee los
datos de entrada

observaciones_vmc | Observaciones de las Vme del caso de uso.
variables de la VMC
variable_etl Variables de la tabla Etl
ETL del proceso Estos son los
estudiado datos de la tabla
; etl la cual posee
extraccion_etl Fuzntedde fSatos de Etl los datos con un
onde 'deron primer pre-
extraidas procesamiento
transformacion_etl Procesos de pre- Etl sobre los datos de
procesamiento entrada.
realizados en ellas
carga_etl Dimension del modelo etl
donde iran
variable cca Variables de la tabla cca
CCA del proceso
estudiado
lecci F P Datos curados
coleccion_cca 4 ueI(ljte ;:xte;rn;;s € cca sobre fuentes de
atos de onde tueron datos externas.
extraidas
curacion_cca Procesos de pre- Cca
procesamiento
realizados en ellas
analisis_cca Criterios de calidad y cca
dimension donde iran
medias Calculos de la media Datos de | Datos estadisticos
sobre datos de entrada entrada calculados a
. artir de los datos
medianas Calculos de la Datos de P curados de
medlzna sobrg datos entrada entrada
¢ entrada necesarios para
modas Calculos de la moda Datos de aplicar tareas de
sobre datos de entrada |  entrada AdD para
extraccion de
desviacion_estandar | Calculos de la moda Datos de caracteristicas.
sobre datos de entrada entrada

b) Modelo de Datos Multidimensional: De la VMC
propuesta, se obtiene el siguiente modelo multidimensional con
las variables agrupadas por temas (ver Figura 4).

Cada dimension de la tabla multidimensional corresponde a
los datos de las diferentes tablas usadas para el andlisis. Una
dimension tiene la informacion de la tabla ETL, otra de las
tablas VCM, CCA, y finalmente, una contiene los datos
estadisticos generados a partir de los datos del caso de estudio.
El contenido de las Tablas ETL y CCA contienen los datos de
los procesos de preparacion de datos, y la de VCM los detalles
de las variables que conforman la fuente de datos (ver [14,15]
para mas detalles).

IV. IMPLEMENTACION DEL CA
En esta seccion, vamos a dar un ejemplo de instanciacion
de nuestro CA.
A.  Flujo Asociado al CA

Para la implementacion del CA, en primer lugar, se define
el conjunto de etapas del flujo asociado al CA, a ser usadas al
instanciar el modelo propuesto con datos reales del caso de
estudio seleccionado. Estas etapas se muestran en la Tabla VII.

TABLA VII. ETAPAS PARA EL CICLO AUTONOMICO

Etapa Detalle Tipo de Tarea Producto

1 Captura de datos Descubrimiento Datos del Experimento

2 Aplicar técnica de Calculos, Conjunto de caracteristicas
construccion  de inferencias, extendido
caracteristicas procedimientos que

producen nuevos
datos

3 Aplicar Transformacion Primer conjunto de
transformaciones Caracteristicas con valores
basicas en los numeéricos usables en
datos técnicas de FE

4 |Aplicar técnicas | Transformacion, |Conjunto de caracteristicas
de extraccion de Clasificacion, procesadas
caracteristicas Clustering, etc.
(FE)

5 Aplicar  técnicas Filtrado, Conjunto final de
de seleccion Agrupamiento, caracteristicas

Union, etc.

Estas etapas estan basadas en las tareas propuestas para el
CA, por lo que en la Tabla se puede ver que cada paso
corresponde a una de estas tareas. Ademas, se especifica el(los)
tipo(s) de tarea(s) de andlisis de datos que se podrian aplicar, y
los datos que se producen en cada paso, siendo el resultado
final del flujo, el conjunto de caracteristicas Optimas
seleccionadas.
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Datos extraidos de la vimc

id vimc

variable_vmc

descripcion_vmc

procedencia_vmc

observaciones_vmc

Datos extraidos de la etl

id etl

variable_etl

extraccion_etl
transformacion_etl

carga_etl

Datos extraidos de la cca

id hecho id cca
id vmc variable_cca
id et coleccion_cca

curacion_cca

analisis_cca

Datos estadisticos

id est

medias

medianas

modas

desviacion_estandar

Figura 4. Modelo Multidimencional

B. Caso de Estudio

El caso de estudio seleccionado para esta implementacion
consiste en una base de datos [24] de gestos de letras escritos a
mano en una tableta digital, por nifios que se encuentran
aprendiendo a escribir. Esta base de datos consiste en 6118
registros con diferentes caracteristicas, obtenidas al momento
en el que el nifio traza la letra. Entre los datos obtenidos se
encuentran [25]:

e Repeats: niimero de veces que el nifio ha intentado
escribir la letra

e Class: la letra escrita

¢ ID: id del nifio

¢ Gender: genero del nifio (masculino/femenino)
e Age: edad del nifio

o Laterality: lateralidad del nifio (zurdo/derecho)

¢ Duration: el tiempo en ms que el nifio tard6 en escribir la
letra

e letraNbStrokes: numero de trazos usados para escribir la
letra

o AveragePressure: presion promedio aplicada por el nifio
al realizar el gesto

¢ VariancePressure: varianza de la presion aplicada por el
nifio al realizar el gesto

Se usara esta base de datos para instanciar el CA, aplicando
las técnicas correspondientes a cada tarea, para determinar las
caracteristicas que mejor representen las letras dibujadas.

V. EXPERIMENTOS

Para realizar los experimentos se usara la libreria del
lenguaje de programacion Python, scikit-learn, que cuenta con
un gran numero de implementaciones de algoritmos para
ciencia de los datos, lo cual facilita la experimentacion,
permitiendo concentrarse solo en los posibles resultados del
CA.

A. Especificacion de los Pasos

a) Captura de Datos: En este paso, simplemente se cargan
los datos iniciales necesarios para comenzar el proceso de
ingenieria de caracteristicas. En este caso, son los datos
obtenidos de INTUIDOC, como se muestra en la Figura 5
[24, 25]:
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B | C | D |E F | G H I | J K
J Class ID Gender Age Laterality Duration NbStrokes AveragePressure VariancePressure SavedScoreGlobal
2 1d anonstudent1475048982665 BOY ND  RIGHT 1300 1 0,580593467 0,127687503 0,619901053
3 | 1In anonstudent1475048868521 BOY ND  RIGHT 1514 1 0,932148755 0,165912816 1
4 2n anonstudent1475048868521 BOY ND  RIGHT 1299 1 0,897993743 0,182596353 1
_ 5N lu anonstudent1475048868521 BOY ND  RIGHT 1567 1 0,955063939 0,125530824 1
6 1d anonstudent1475049326525 GIRL ND  RIGHT 773 1 0,620547235 0,09371386 1
71 | lu anonstudent1475049326525 GIRL ND  RIGHT 840 1 0,568899095 0,083730014 0,83106493
8 1n anonstudent1475049326525 GIRL ND  RIGHT 2690 1 0,7090469 0,112996955 1
9 | lu anonstudent1475048868521 BOY ND  RIGHT 2609 1 0,933333337 0,109634476 1
10 | 1j anonstudent1478764526427 BOY 6 RIGHT 4130 2 0,898688734 0,116078498 1
11 2j anonstudent1478764526427 BOY 6 RIGHT 3293 2 0,886679053 0,104820331 1
12 | 3j anonstudent1478764526427 BOY 6 RIGHT 3285 2 0,881134212 0,132600282 1
13 Im anonstudent1478763974290 BOY ND  RIGHT 1157 1 0,666666687 0,106140371 1
14 | 2m anonstudent1478763974290 BOY ND  RIGHT 1488 1 0,772387564 0,095200617 0,74480688
15 1v anonstudent1478764526427 BOY 6 RIGHT 2238 1 0,542212009 0,063159453 0,840620845
16 | 2V anonstudent1478764526427 BOY 6 RIGHT 2826 1 0,501985133 0,061357192 0,921001711
17 2 ananstudent1 4787R459/427 ROY ARIGHT 297R 1 N R2RARA2AL n NR1NANNGQ 1

Figura 5.

b) Aplicar Técnicas de Construccion de Caracteristicas:

¢

HHEOONOUDWNHFHO

Una vez obtenidos estos datos, se aplican las primeras
técnicas de construccion de caracteristicas. Estos nuevos
datos con los que se expandird el espectro de
caracteristicas  disponibles, son datos estadisticos
generados desde los datos del experimento. Para este
experimento se calcula la media del tiempo de duracion
que tomo el nifio al dibujar la letra, y el nimero de veces
promedio que los niflos escribieron cada letra, ademas de
sus desviaciones estandares, agregando asi nuevas
variables al conjunto total de ellas.

Aplicar Transformaciones Basicas en los Datos: Como
primer paso de las tareas de extraccion de caracteristicas,
se realizan algunas transformaciones bdsicas necesarias
para obtener datos mas relevantes. En este experimento se
puede notar que, de los datos disponibles, los datos de
Class, Gender y Laterality no son optimos, ya que se
encuentran en formato de cadenas de texto, por lo que se
realiza una transformacion sobre ellos, para obtener un
formato numérico, mas 1til para usar otras técnicas. Los
resultados de esta transformacion se muestran en la
Figura 6, en donde ya todos los valores son numéricos.

Class Gender

4
14
14
21

4
21
14
21
10
10
10
13

Repeats Laterality Duration
1300
1514
1299
1567
773
840
2690
2609
4130
3293
3285
1157

NbStrokes \

CcoooOHHHORO O
b b b b b e e e e e
HFNNNKFKHKFRRRRHH

1
1
2
1
1
1
1
1
1
2
3
1

Figura 6. Transformacion de los Datos a Valores Numéricos

d) Aplicar Técnicas de Extraccion de Caracteristicas: En

este caso, se aplican dos técnicas de extraccion de
caracteristicas. La primera es Random Forest (RF), con la

e)

Datos del Experimento Obtenidos de INTUIDOC

cual se determinan los pesos de las caracteristicas
disponibles, y asi la relevancia de cada una de ellas. Esta
técnica consiste en generar un conjunto de arboles de
decision, cada uno usando aleatoriamente un subconjunto
de las caracteristicas disponibles como nodos, y se van
asignando pesos a cada caracteristica de acuerdo a que tan
relevante fue en el resultado del arbol al cual pertenecia
[5]. La segunda técnica a aplicar es PCA. Asi, se
definieron tres escenarios, uno donde solo se usa RF, en
otro solo PCA, y en el tercero se aplica una mezcla de
ambos, aplicando RF a los datos obtenidos al aplicar
PCA.

Aplicar Técnicas de Seleccion de Descriptores:
Finalmente, se aplican técnicas de seleccion y reduccion
sobre este conjunto de datos final, para descartar las
caracteristicas menos relevantes. Para este experimento se
usan diferentes técnicas proporcionadas por scikit learn.
La primera es Recursive Feature Elimination (RFE), la
cual realiza la seleccion considerando recursivamente
conjuntos de caracteristicas cada vez mas pequefios,
seleccionadas basadas en sus importancias calculadas en
el paso anterior, hasta conseguir el numero de
caracteristicas deseadas (ver Figura 7). En segundo lugar,
se usa la técnica VaraianceThreshold, la cual elimina las
caracteristicas cuya varianza no alcancen un valor de
umbral propuesto, para lo cual se prueba con distintos
valores de umbrales calculados con diferentes porcentajes
de varianza aceptable para las caracteristicas.
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Feature importances
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0.175 A

0.150
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MeanRepDur

TotalMean

Duration Repeats Gender Laterality

Figura 7. Importancia de Descriptores con Random Forest

B. Resultados

En esta seccidon se mostraran los resultados obtenidos al
aplicar las técnicas descritas previamente, y se usaran las

caracteristicas finales obtenidas en wun algoritmo de
clasificacion,  para  estudiar 'y  comparar  sus
comportamientos.

La Figura 7, muestra el resultado de aplicar RF para
extraccion de caracteristicas, en la cual se muestran las
caracteristicas ordenadas por su importancia. Luego de
calcular estas importancias, se utilizan para realizar la
seleccion a RFE. Este proceso se realiza un par de veces,
para calcular con esta técnica las caracteristicas Optimas,
obteniéndose dos listas: la primera con 8 caracteristicas:
“Class, Duration, NbStrokes, AveragePressure,
VariancePressure, MeanRepDur, TotalMean, TotalStd”; y la
segunda con 6 caracteristicas “Class, NbStrokes,
AveragePressure, VariancePressure, TotalMean, TotalStd”.
Por otro lado, se aplica la técnica de VarianceThreshold,
seleccionando las caracteristicas con varianzas de 50%, 80%
y 90%.

Para validar los resultados obtenidos, se usa nuevamente la
técnica de RF, en este caso como clasificador, para verificar
la precisiéon de la clasificacion de las letras usando los
diferentes grupos de caracteristicas obtenidas por las
diferentes técnicas y estrategias definidas en el CA. Para
calcular la métrica de precision se usd la técnica de
validacion “k-fold cross”, con k = 10, tal que el 90% de los
datos son usados para entrenamiento y 10% para probar.
Estos resultados se muestran en la Tabla VIII, donde los
nombres para indicar las técnicas de seleccion de
descriptores son:

e DNP: Datos no procesados, no se aplic6 ninguna
seleccion, se usaron todas las caracteristicas
obtenidas hasta el paso de FE.

RFE 6: Aplicar RFE obteniendo 6 caracteristicas
optimas.

RFE_8: Aplicar RFE obteniendo 8 caracteristicas
optimas.

RFE 6 V 50: Aplicar RFE obteniendo 6
caracteristicas optimas, y luego VarianceThreshold
con umbral de 50% de varianza.

RFE 6 V 80: Aplicar RFE obteniendo 6
caracteristicas Optimas y luego VarianceThreshold
con un umbral de 80% de varianza.

RFE 6 V 90: Aplicar RFE obteniendo 6
caracteristicas Optimas y luego VarianceThreshold
con un umbral de 90% de varianza.

RFE 8 V 50: Aplicar RFE obteniendo 8
caracteristicas Optimas y luego VarianceThreshold
con un umbral de 50% de varianza.

RFE 8 V 80: Aplicar RFE obteniendo 8
caracteristicas Optimas y luego VarianceThreshold
con un umbral de 80% de varianza.

TABLA VIII. COMPARACION DE RESULTADOS

Técnica FS vs FE RF PCA RF + PCA

DNP 0.8155 0.8109 0.8008
RFE_6 0.8097 0.6471 0.8187
RFE_8 0.8090 0.8017 0.8090
RFE_6_V_50 0.8173 0.6023 0.8109
RFE_6_V_80 0.8133 0.6068 0.8068
RFE_6_V_90 0.8203 0.6221 0.8078
RFE 8 V_50 0.8155 0.7848 0.8080
RFE 8 V_80 0.8157 0.7887 0.8042
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RFE_8_V_90 0.8090 0.7936 0.8094

La Tabla VIII muestra los valores obtenidos después de
aplicar las diferentes técnicas de extraccion de caracteristicas
y seleccion de descriptores usando las métricas de validacion
descritas anteriormente. Los valores mds altos indican un
mejor rendimiento en la clasificacion. Como se puede
observar en la Tabla VIII, los casos donde se usa la técnica
de RF en la fase de extraccion de caracteristicas, es donde se
obtienen los mejores resultados. Ademas, los mejores
resultados se obtuvieron cuando se seleccionaron 6
caracteristicas por medio de RFE.

VI. CONCLUSIONES Y TRABAJOS FUTUROS

En general, este trabajo demuestra la importancia de
conseguir buenos descriptores, con la finalidad de mejorar el
comportamiento de los algoritmos de Aprendizaje
Automatico. En particular, la calidad de las métricas se ve
influenciado por los descriptores usados (en este caso, se usod
la métrica de precision en tareas de clasificacion).

Por otro lado, también el trabajo muestra como las
diferentes etapas de la Ingenieria de Caracteristicas estan
vinculadas. Segln las técnicas que se usen en las fases de
extraccion de caracteristicas y seleccion de descriptores, los
resultados varian. Lo anterior también indica la necesidad de
ver a la Ingenieria de Caracteristicas desde un proceso de
CA, donde las tareas de AdD se engranen entre ellas. En ese
sentido, nuestro CA es pertinente para el descubrimiento de
optimos descriptores para procesos de reconocimiento de
patrones.

Asi, el CA mostro como al aplicar distintas técnicas de
FC, FE y FS, y combinaciones de ellas, se puede obtener una
gran variedad de resultados con calidades distintas, lo cual
significa que debe seleccionarse correctamente la técnica que
mejor ayude a determinar los descriptores relevantes de
acuerdo al area de aplicacion que se esté analizando en cada
caso.

Este trabajo realiza la prueba de concepto sobre el CA,
pero deriva en un importante numero de trabajos futuros.
Uno de los trabajos futuros es realizar muchas mas pruebas
con el CA (para diferentes contextos de aplicacion), de tal
manera de definir el perfil de técnicas adecuadas para el CA
segun el contexto de aplicacion. Eso implica utilizar un
mayor numero de técnicas en cada una de las fases del CA
(FC, FE y FS), no solamente RF, PCA, y RFE, ya que se
demostré que el CA es muy sensible a las técnicas usadas en
cada tarea de AdD. Otro trabajo futuro es usar mas métricas
de calidad, ademas de la precision (precision), tales como la
exactitud (accuracy) y la memorizacion (recall), en el caso
de tareas de clasificacion, para determinar si el
comportamiento de calidad se mantiene con las diferentes
métricas. También, otro trabajo es hacer el estudio del
comportamiento del CA para problemas con datos con
diferentes caracteristicas: desbalance entre clases, datos
etiquetados y no etiquetados, datos con ruidos, o muchas
variables con comportamiento que se solapan entre ellas.
Finalmente, en este trabajo solo se us6 para el problema de
clasificacion a RF, pero hay que hacer pruebas con otras

técnicas de clasificacion, para determinar si se mantiene el

comportamiento de las métricas de calidad en los
descriptores seleccionados.
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